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1 Opis projektu

Celem projektu jest stworzenie modelu sztucznej inteligencji do binarnej klasyfikacji wypowiedzi
na:

o Wypowiedzi bedace stwierdzeniami, ktére warto poddaé analizie fact-checkingowej, nazywane
dalej claim.

o Wypowiedzi niebedace stwierdzeniami, badz niewarte poddawania analizie fact-checkingowej,
nazywane dalej not claim.

Model ten wykorzystywany bedzie w prototypowej wersji systemu do automatycznego fact-
checkingu. System ten bedzie dziata¢ w nastepujacy sposob:

1. Uzytkownik przesyla plik z nagraniem zawierajacym np. wywiad z politykiem.

2. System wykonuje transkrypcje przestanego nagrania (zamienia mowe na tekst).

3. Nastepnie przeprowadzana jest klasyfikacja kazdego zdania z transkrypcji, aby wyodrebnié
te wypowiedzi, ktére moga zostaé¢ poddane analizie fact-checkingowej.

4. Wéwcezas wszystkie wypowiedzi do analizy przesytane sa do zewnetrznego systemu sztucznej
inteligencji Perplexity API, ktéory wykonuje analize wypowiedzi w oparciu o informacje
znalezione w Internecie i generuje odpowiedz z analiza wypowiedzi (przy uzyciu LLM).

5. Nastepnie system fact-checkingowy informuje uzytkownika o wynikach analiz i po ich zaak-
ceptowaniu zostaja one umieszczone na nagraniu w postaci baneru zawierajacego:

o Tres¢ wypowiedzi

o Werdykt analizy (Prawda/Manipulacja/Falsz)

o Skrécone uzasadnienie werdyktu

e« Kod QR przekierowujacy widza do strony internetowej z dokumentem zawierajacym
pelna analizg wypowiedzi

W powyzszym workflow systemu, niniejszy projekt odpowiada za 3. podpunkt.

2 Opis problemu

Problemem, ktory projekt rozwiazuje jest problem klasyfikacji sekwencji. W niniejszym prob-
lemie, wejéciem sg sekwencje, czyli uporzadkowane ciggi elementow.

W formalnym ujeciu, sekwencja w uczeniu maszynowym to uporzadkowana lista wektoréw cech
Xy, ..., T,, dla ktérego kazdy wektor cech z; € R" jest indeksowany przez krok i € Z*

Przyktadami sekwencji sa miedzy innymi:

o Dzwiek, ktory jest ciagiem prébek roztozonych w czasie
e Wideo, ktore jest ciagiem obrazéw roztozonych w czasie



o Kod DNA, ktéry jest ciagiem nukleotydéw (A, C, G, T) w uporzadkowanej kolejnosci
o Tekst, ktory jest ciaggiem liter w odpowiedniej kolejnosci

7Z kolei wyjéciem w klasyfikacji sekwencji beda najczesciej:
Wektor prawdopodobienstw:

Y n
y=| 1| €R" gdzie Zyizl
Yn =

Etykieta klasy (zwykle o najwiekszym prawdopodobienistwie):

¢ = argmax (y;)
ie{l,...,n}

Tekst jest sztandarowym przykladem sekwencji wykorzystywanej w problemie klasyfikacji sek-
wencji, ktory réwniez w tym projekcie bedzie stanowi¢ dane wejéciowe. Zatem w naszym przy-
padku wektory cech beda reprezentowaé¢ odpowiednie stowa w wypowiedzi, ktéra bedzie przyjeta
przez model SI na wejsciu. Tutaj napotykamy pierwszy problem - jak reprezentowaé tekst, ktéry
jest ciggiem liter w postaci wektorow cech, ktérych przestrzenia jest R™? Ten problem rozwine w
kolejnej czesci sprawozdania.

3 Dane wejsciowe i wyjsSciowe

3.1 Zbiér danych

Zbiorem danych wejéciowych jest zbiér ClaimBuster: A Benchmark Dataset of Check-
worthy Factual Claims [Data set]. Fatma Arslan, Naeemul Hassan, Chengkai Li, & Mark
Tremayne. (2020). Zenodo. https://doi.org/10.5281/zenodo.3836810. Jest to zbiér zawierajacy
tekst wypowiedzi z wszystkich debat z wyboréw prezydenckich w USA w latach 1960-2016 wraz z
recznie przypisanymi etykietami dla kazdej z wypowiedzi, kategoryzujacymi wypowiedzi na:

o Non-factual statement (-1) - WypowiedZ niebedaca stwierdzeniem

o Unimportant factual statement (0) - WypowiedZ bedaca stwierdzeniem, ale niewarta pod-
dawania analizie fact-checkingowej

o Check-worthy factual statement (1) - WypowiedZ bedaca stwierdzeniem i warta poddania
analizie fact-checkingowej

W procesie treningu wykorzystywany jest plik groundtruth.csv z powyzszego zbioru danych.
Jest to najwyzszej jakosci dataset, ktory zawiera 1032 wypowiedzi oznaczone poprzez konsensus 3
niezaleznych ekspertéw. Zawiera on nastepujace pola:

e Sentence_id: ID wypowiedzi

e Text: Treé¢ wypowiedzi

o Speaker: Autor wypowiedzi

e Speaker_title: Stanowisko autora wypowiedzi, ktére zajmowal w dniu debaty
e Speaker_party: Przynaleznosé partyjna autora wypowiedzi

e File_id: Nazwa pliku z transkrypcja debaty

e Length: Ilo$¢ stéw w wypowiedzi

e Line_number: Liczba wskazujaca kolejnos¢ tekstu w transkrypcji debaty



o Sentiment: Ocena sentymentu wypowiedzi w zakresie od -1 (najbardziej negatywny) do 1
(najbardziej pozytywny)
o Verdict: Przypisana etykieta dla wypowiedzi (-1, 0, lub 1)

Jezyk wszystkich wypowiedzi ze zbioru danych to jezyk angielski, a docelowym jezykiem
wypowiedzi, na ktérym ma dziata¢ model z mojego projektu, to jezyk polski. Dlatego przed
trenowaniem modelu wszystkie wypowiedzi z pola Text zostaly przetlumaczone na jezyk polski
z wykorzystaniem Deepl, a wynik tlumaczenia zostal zapisany w pliku groundtruth_pl.csv,
zawierajacym dodatkowe pole Text_pl z tredcig wypowiedzi w jezyku polskim. W przypadku
tego projektu wykorzystywane beda jedynie kolumny Text_pl i Verdict, w ktérym wartosci -
1 i 0 zmapowane zostaja do wspoélnej kategorii not claim oznaczong 0, a warto$¢ 1 pozostanie
niezmieniona i bedzie nazywana kategorig claim.

W celu wykonania catego procesu pobierania i tlumaczenia zbioru danych ClaimBuster nalezy
wykona¢ komorki 3, 6, 7, 8 z pliku projekt.ipynb.

3.2 Przygotowanie danych do trenowania

Nastepnie, dane sa wczytywane z pliku groundtruth_pl.csv i wykonywane sa nastepujace oper-
acje:

e Usuwanie wierszy z btednymi tltumaczeniami

o Usuwanie kolumn innych niz Text_pl i Verdict

e Zamiana wartosci -1 i 0 z kolumny Verdict na 0

o Zamiana nazw kolumn Text_pl i Verdict na odpowiednio text i label (jest to domyslny
format przyjmowany przez klase Trainer z biblioteki transformers)

o Podzial zbioru danych na zbiér treningowy (80%) i zbiér testowy (20%) przy uzyciu funkcji
train_test_split z biblioteki scikit-learn. Podzial wykonywany jest losowo, z wlaczona
stratyfikacja (poniewaz zbiér zawiera nieréwnomierny rozklad klas)

3.3 Tokenizacja

Nastepnie wykonywana jest tokenizacja zbioru treningowego i testowego. Na czym ona polega?
Tekst bedacy wejsciem zamieniany jest na tokeny, czyli indeksy odpowiednich wektoréow em-
beddingowych dla fragmentéw tekstu. W pdzZniejszym etapie odnajdywane sa odpowied-
nie wektory embeddingowe i to one stanowia dane wejsciowe (czyli sekwencje - uporzad-
kowana liste wektoréw cech) dla naszego modelu SI. Przykladowo, dla wypowiedzi "Nie
sadze, by byta to uczciwa miara." tokenizer dla uzywanego modelu (GPT2TokenizerFast)
zwroci nam wektor [62, 519, 262, 143, 223, 84, 106, 48137, 28, 411, 411, 25954, 81,
288, 326, 32737, 605, 10185, 11488, 4075, 30], ktéry odpowiada nastepujacym fragmen-
tom tekstu: ['N', 'ie', ' s', 'a', 'a', 'd', 'z', 'e', ',', " by', ' by', '2', 'a',
' to', ' u', 'cz', 'ci', 'wa', ' mi', 'ara', '.']. Nastepnie, dla kazdego elementu w
tym wektorze znajdujemy wektor embeddingowy o indeksie réwnym odpowiadajgcemu elementowi,
przyktadowo - dla elementu 62 otrzymamy wektor embeddingowy [-0.0481, 0.0659, -0.0371,

., —0.0344, -0.0033, -0.0027], ktéry stanowi reprezentacje fragmentu tekstu wejsciowego,
w tym przypadku litery "N".

Tak przygotowany zbior danych treningowych i testowych jest gotowy do uzycia w procesie trenowa-
nia. Wiecej o nim w kolejnym rozdziale.



4 Opis algorytmu
4.1 Model

Wykorzystywanym w projekcie modelem sztucznej inteligencji jest model jezykowy SmolLM-1.7B.
Jest to maly LLM, ktéry posiada 1,7 miliarda parametrow. 7 tego powodu, w projekcie sku-
piam si¢ na fine-tuningu modelu z wykorzystaniem nakladki LoRA (Low-Rank Adaptation), ktora
pozwala na dostosowanie modelu przez trenowanie macierzy wag o nizszym rzedzie, bez koniecznosci
przeprowadzania pelnego treningu modelu z wszystkimi parametrami. W moim procesie treningu,
rzad macierzy adaptera LoRA zostal ustawiony na 32, co sprawia, ze zamiast wszystkich 1,7 mil-
iarda parametréw modelu, trenowane jest jedynie 12,6 miliona parametréw, co stanowi zaledwie
0,73% wszystkich parametréw.

Aby wykonaé caly proces trenowania (fine-tuningu) modelu, nalezy wykonaé komorki 10, 12, 13,
14 z pliku projekt.ipynb.
4.2 Metryka

Metryka wykorzystywang w procesie treningu do oceny jakosci wytrenowanego modelu i wyboru
najlepszego z nich jest F1 Score. Metryke F1 Score mozemy obliczy¢ ze wzoru:

recision - recall
F1:2'p — , gdzie:
precision + recall

TP
precision = W
recall = P

TP+ FN

Oraz:

TP - Prawidlowo sklasyfikowane pozytywne przyklady
TN - Prawidlowo sklasyfikowane negatywne przyktady

F P - Nieprawidlowo sklasyfikowane pozytywne przykiady
F'N - Nieprawidtowo sklasyfikowane negatywne przyktady

Jak widaé, metryka ta cechuje sie ignorowaniem wynikéw TN (True Negative), co jest poza-
dana wladciwoscia w przypadku naszego zbioru danych, ktéry posiada tylko 23% klas pozyty-
wnych (claim) i az 77% klas negatywnych (not claim). Z tego samego powodu wybdr metryki

accuracy = 7p +$ﬁi£ﬁ —7x hie bylby dobrym wyborem dla naszego zbioru danych.

4.3 Funkcja straty

Z kolei funkcja straty to Categorical Cross-Entropy (kategoryczna entropia krzyzowa),
ktorej wzor jest nastepujacy:

Ly, y) = — Z Y, - log(y;)
i=1
Gdzie:

y; - wladciwa etykieta dla klasy ¢
y,; - prawdopodobienstwo predykcji dla klasy i



c - liczba klas
W naszym przypadku zatem, dla klasyfikacji binarnej wzér mozemy zapisaé¢ jako:

L(y,y) = —[yo - log(Jo) + y; - log(y;)]

4.4 Optymalizator

W procesie treningu wykorzystywanym algorytmem optymalizacji jest AdamW. Jest to zmody-
fikowana wersja popularnego algorytmu optymalizacji Adam, ktéra roézni sie tym, ze oddziela
parametr regularyzacji (weight decay) od aktualizacji kroku uczenia (learning rate), i stosuje go
oddzielnie dopiero po aktualizacji gradientu. To sprawia, ze algorytm ten cechuje sie jeszcze lepsza
efektywnoscia i pozwala na zmniejszenie ryzyka nadmiernego dopasowania modelu, poprzez wicksza
kontrole regularyzacji. Matematycznie, proces ten wyglada nastepujaco:

1. Aktualizacja momentéw:
my = Bymy_q + (1= B1)g,

v, = Bavy_ 1 + (1= By)g7

2. Korekcja obciazenia estymatoréw:

iy = —
=
1— 6
~ Uy
Uy =
1— 65

3. Aktualizacja parametréw z oddzielong regularyzacja:

oy
\/17? +e€
Gdzie:

B, By - wspotczynniki dla odpowiednio m, i v,

g, - gradient w kroku ¢

0, - parametry modelu

« - krok uczenia

A - parametr regularyzacji

5 Wyniki i wnioski

5.1 Wyniki

Wytrenowany model osiaga warto$¢ metryki F1 na poziomie ok. 0,902, co jest zadowalajacym
wynikiem. Najlepszy model uzyskujemy w 6. epoce, a w pdzniejszym etapie trenowania wynik ten
nie ulega poprawie (w 7. epoce nastepuje znaczace pogorszenie, ktére utrzymuje sie¢ na podobnym
poziomie do ostatniej, 10. epoki). Co ciekawe, w trakcie trenowania modelu przez 10 epok nie
zauwazamy znaczacego wzrostu funkcji straty dla walidacji (Validation Loss), zatem model nie
przetrenowuje sie, co $wiadczy o dobrze dobranym parametrze regularyzacji (weight decay).

5.2 Tabela przebiegu treningu



5.3

5.4

Epoka Training Loss Validation Loss Accuracy F1 Score

1 0.985700 0.472871 0.768116  0.000000
2 0.487800 0.235379 0.903382  0.750000
3 0.457000 0.278379 0.922705  0.809524
4 0.105600 0.249853 0.917874  0.804598
5 0.029300 0.237208 0.932367  0.847826
6 0.005900 0.274414 0.951691 0.901961
7 0.000500 0.262682 0.932367  0.844444
8 0.001200 0.264597 0.937198  0.857143
9 0.000400 0.271065 0.937198  0.857143
10 0.000300 0.266052 0.937198  0.857143

Wykres przebiegu treningu

Wykres funkcji straty Wykres metryk Accuracy i F1 Score
1.04 —&— Training Loss
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Whnioski

Wytrenowany model mozemy nastepnie przetestowaé¢ na nowych danych. W pliku projekt.ipynb
zawarte sg nastepujace przyktadowe wypowiedzi:

1. “W 2025 roku PKB Polski wzrdst o 10%.”

2. “Aktualny poziom inflacji wynosi 2,5%.”

3.

4. “Polska znalazia sie w gronie 20. najwiekszych gospodarek swiata.”,

D.

“Wedlug mnie to byla zla decyzja.”

“Uwazam, ze w XXI wieku edukacja powinna bycé bezplatna dla wszystkich.”

Jak mozna zauwazy¢, wypowiedzi nr 1, 2, 4 sg niewatpliwie stwierdzeniami i mogg by¢
poddane analizie fact-checkingowej. Z kolei zdania nr 3 i 5 to opinie, ktére nie nadaja sie
do analizy fact-checkingowej. Wytrenowany model dla kazdego z tych zdan zwrdcil nastepujace
predykcje:

1. CLAIM, Prawdopodobiefistwo: 99.22%



2. CLAIM, Prawdopodobiernistwo: 98.44%
3. NOT CLAIM, Prawdopodobienstwo: 100.00%
4. CLAIM, Prawdopodobieristwo: 98.83%
5. NOT CLAIM, Prawdopodobienistwo: 99.61%

Zatem na powyzszym przykladzie wida¢, ze model stosunkowo dobrze radzi sobie z prostymi zda-
niami, ktére mozna bez watpliwoéci zakwalifikowaé¢ do danej kategorii.

W dalszym etapie, warto byloby wykonaé¢ bardziej obszerne testy tego modelu, przyklad-
owo na dlugim nagraniu zawierajacym wywiad z politykiem i z bardziej ztozonymi wypowiedzi-
ami. Ponadto, warto byloby zmodyfikowaé¢ architekture modelu, aby uzy¢ modelu
jezykowego, ktory byl trenowany na wiekszej ilo$ci zasobéw w jezyku polskim niz uzyty
tutaj SmolLM-1.7B. Dodatkowo, nalezaloby rozwazy¢ zamiane klasyfikacji sekwencji na
klasyfikacje tokenow, poniewaz wowczas model umozliwiatby ekstrakcje stwierdzen z dtuzszych
wypowiedzi - zamiast klasyfikowa¢ wybrany fragment wypowiedzi, mégtby znajdowaé wszystkie
weryfikowalne stwierdzenia.

6 Zrédia
Do napisania tego opracowania wykorzystalem informacje z ponizszych zrédet:

o Materiaty do wyktadu z Uczenia Maszynowego

o https://d2l.ai

o https://wandb.ai/mostafaibrahim17/ml-articles/reports/A-Guide-to-Unlocking-the-Power-
of-Sequence-Classification—VmlldzozZNDIONDE4

o https://aclanthology.org/2021.germeval-1.11.pdf

« https://par.nsf.gov/servlets/purl /10166358

o https://zenodo.org/records/3836810

o https://www.geeksforgeeks.org/deep-learning/categorical-cross-entropy-in-multi-class-
classification/

o https://www.datacamp.com/tutorial /adamw-optimizer-in-pytorch
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